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1. Introducción

• El aprovechamiento del recurso 

mineral es crucial para el desarrollo 

económico e industrial.

• Precisión de ubicación de pórfidos en 

base a su fertilidad.

• Reducción de costos y tiempo, 

aumento de eficiencia en exploración.

• Análisis litogeoquímico y geoquímico.
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Método tradicional

1. Introducción
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Métodos tradicionales

• Elevados costos, riesgos, errores, 

tiempos de ejecución, personal 

especializado.

• No capturan patrones complejos.

• Pueden pasar por alto zonas de 

transición.

• Dependen de interpretaciones humanas 

y diagramas simplificados.

• Riesgo de subestimar áreas con 

potencial económico 
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2.  Problemática



Habilidad Método

• Análisis multivariable y 

reducción de dimensionalidad

•  Aprendizaje no supervisado

• Descubrimiento de patrones 

y etiquetado de fertilidad

• Clustering

• Clasificación probabilística en 

grandes datasets

• Aprendizaje supervisado 

(RNA)

• Interpretabilidad geoquímica 

del modelo (XAI)

• SHAP (SHapley Additive 

exPlanations)

• Generación de reportes 

técnicos automatizados

• LLM (Modelo de Lenguaje 

Extenso)
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3. Propuesta



General:

• Desarrollar un sistema híbrido de IA para clasificar la fertilidad magmática en pórfidos,

optimizando la interpretación geoquímica multivariada.

Específicos:

• Implementar aprendizaje no supervisado para generar etiquetas litogeoquímicas

automatizadas.

• Entrenar una red neuronal artificial para clasificación de fertilidad magmática.

• Integrar los modelos obtenidos en una app web para reportes técnicos en tiempo real.
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4. Objetivos
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5. Materiales y Métodos



7/33

5. Materiales y Métodos

5.1. Datos



6.1. Aprendizaje No Supervisado (Arquitectura Autoencoder)

Entrada 

(38)

Autoencoder 

(16,8,5,8,16)

Características 

Condensadas

(5)
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6. Experimentación



6.1 Aprendizaje No Supervisado (Hiperparámetros Autoencoder)
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6. Experimentación



6.1.  Aprendizaje No Supervisado (Autoencoder)

6. Experimentación 
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6.2. Aprendizaje No Supervisado (GMM)

6. Experimentación 
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6.2. Aprendizaje No Supervisado (Hiperparámetros GMM)

6. Experimentación 
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6.2. Aprendizaje No Supervisado (Clustering GMM)

6. Experimentación 



6.2. Aprendizaje No Supervisado (GMM)

6. Experimentación 
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6.2. Aprendizaje No Supervisado (GMM)

6. Experimentación 
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Etiquetado de clases de fertilidad

• Fértil=Roca prospectiva

• Infértil=Roca no prospectiva 

6.3. Etiquetado

6. Experimentación 

16/33



Entrada 

(5)

Salida=Probabilidad

Capas 

ocultas

(3)
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6.4. Aprendizaje Supervisado (Arquitectura)

6. Experimentación
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6.4. Aprendizaje No Supervisado (Hiperparámetros RNA)

6. Experimentación



A

B
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6.4. Aprendizaje Supervisado (RNA)

6. Experimentación



1. Establecer la línea base

2. Calcular la importancia de 

cada elemento

3.  Promedio de impactos para 

asignar un valor SHAP. El 

resultado define si es Fértil o 

Estéril.
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6.5. Aprendizaje No Supervisado (SHAP)

6. Experimentación



Gráfica Descripción Aporte

1. Sr/Y vs Y Permite identificar el carácter adakítico en una 

zona de subducción.

Porcentaje de probabilidad de fertilidad.

2. Spider Indicador de ambiente tectónico. Fertilidad según el contenido.

3. Diagrama 

Ternario AFM

Identificación de alteraciones 

hidrotermales calcosódicas, propilítica con 

predominante epidota y biotita, alteración potásica 

de biotita.

Porcentaje de probabilidad de fertilidad.

4. Fe vs Cr Gráfica propia Cristalización fraccionada y diferenciación magmática, altas 

relaciones de Fe/Cr mostrarán fraccionamiento de sulfuro 

magmático, un pórfido fértil requiere sulfuro hidrotermal.

5. Cu vs K Identificación de alteración potásica, identificación 

de núcleos de cobre en dicha alteración.

Porcentaje de probabilidad de fertilidad.

6. V vs Ti Gráfica propia

                                    

Identificar el grado de oxidación del magma. Un requisito 

fundamental para la formación de un pórfido es un magma 

oxidado.

7. Mapa 

geoquímico

Gráfica propia                                  Índice de certeza de fertilidad.
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7.1. Generación de gráficas

7. Resultados



Gráfico 1: Diagrama adakítico (Sr/Y vs Y)
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7.1. Generación de gráficas

7. Resultados



Gráfico 2: Diagrama Spider Gráfico 3: Diagrama ternario Gráfico 4: Diagrama Fe vs Cr 
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7.1. Generación de gráficas

7. Resultados
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Gráfico 6: 

Diagrama V vs 

Ti 

Gráfico 5: 

Diagrama Cu 

vs K 

7.1. Generación de gráficas

7. Resultados



Gráfico 7: Mapa 

regional de 

fertilidad
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7.1. Generación de gráficas

7. Resultados



7.2. Ingeniería de Prompting

Actúa como Persona Calificada (QP) en exploración geoquímica bajo la norma NI 43-

101. Redacta un informe técnico detallado del ÍTEM 9 (EXPLORACIÓN) evaluando la 
fertilidad magmática en pórfidos.

DATOS DE ENTRADA:
• Muestras Totales: {total_muestras_tab}

• Fértiles: {muestras_fertiles_tab} ({porcentaje_anomalias_tab:.2f}%)
• Umbral: {umbral_corte}
• Sr/Y Mediano: {sry_mediano_fertil}

• Promedios Fértil/Estéril: {prom_fertil} / {prom_esteril}

ESTRUCTURA OBLIGATORIA DEL REPORTE:
• Resumen Ejecutivo e Ítem de exploración.
• Firma Adakítica y Fertilidad Magmática (Sr/Y, Y, Plagioclasa, Anfíbol/Granate).

• Evaluación de Elementos Traza y Metalovectores (Cu, Zn, Pb, V, Ti, Cr).
• Alteración Geoquímica y Tendencias Petrogenéticas (Cu vs K, Redox).

• Conclusiones y Recomendaciones Técnicas (Potencial Económico y Plan de 
Trabajo).

Rol y Norma: Asignación 
de la persona calificada 

(QP)

Ingesta de datos: Carga 
de dataset

Análisis de fertilidad: 
Evaluación adakítica, 

metalovectores, alteración 
hidrotermal, condiciones 

redox.

Reporte técnico: 
Generación automatizada 

de informe de fertilidad 
estructurado en 5 

secciones.

7. Resultados
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Proveedor Enfoque 

principal

Hardware Modelos 

destacados

Ventajas clave Velocidad (Token/s)

Groq Inferencia 

ultrarrápida

LPU propietario LLaMA, Qwen, 

modelos open-
weight

• Latencia mínima.

Costos bajos por token. 
• API compatible con OpenAI

Alta

OpenAI AGI y modelos 

de frontera

GPUs (NVIDIA) + 

Azure

GPT-5, Codex, 

DALL·E

• Ecosistema más amplio.

Modelos líderes en calidad y 
razonamiento.
Integraciones masivas.

Baja

Anthropic IA segura y 

confiable

GPUs + TPUs 

(Google Cloud)

Claude 3, Claude 4 • Contexto largo (100k tokens).

• Seguridad y alineamiento.
• Buen desempeño en 

instrucciones complejas.

Moderada

Meta AI Investigación 

abierta y 
modelos open-
source

GPUs LLaMA 2, LLaMA 3, 

PyTorch

• Modelos abiertos y gratuitos.

• Comunidad académica 
fuerte.

• PyTorch como estándar.

Baja

7. Resultados

7.3. LLM
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7.4. Arquitectura LLM LLaMA 3.3

7. Resultados
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7.5. Generación de Reporte

7. Resultados



7. Resultados

7.6. Aplicación web

Plataforma Enfoque Ventajas Limitaciones

GitHub Repositorio Open source y conectividad directa 

con otras aplicaciones 

Limitado a solo 60 peticiones 

por hora asociadas a la 
dirección IP.

Streamlit Dashboards 

rápidos en Python

Muy fácil de usar, ideal para 

prototipos

Personalización limitada, no 

apto para producción 
compleja
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7.6. Aplicación Web

7. Resultados
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• Etiquetado Automatizado: Se generaron etiquetas litogeoquímicas consistentes mediante una 

arquitectura no supervisada que redujo la dimensionalidad de los datos.

• Alta Precisión Predictiva: Una red neuronal clasificó con alta certeza la fertilidad mineral 

relacionando patrones elementales complejos validados con SHAP.

• Despliegue Funcional: Los modelos se integraron en una aplicación web libre para automatizar 

reportes técnicos en tiempo real.

• Predicción Fundamentada: Se identificaron con éxito zonas de pórfidos de Cu mediante 

litogeoquímica, disminuyendo los costos y tiempos en exploración.

La IA jamás reemplazará una campaña de campo, un logueo geológico detallado, ni 

la interpretación y evolución geológica de un yacimiento mineral. 

8. Conclusiones



Aplicación web: https://paginaweb-fertilidad.streamlit.app

GitHub: https://github.com/alexiscantares/PaginaWeb-Fertilidadm

Google Colab:
https://colab.research.google.com/drive/1nL2u7Q5641iiJT_2xTrz
KEUaa1zP410h#scrollTo=v9TX-jbWy-4s
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